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摘   要：利用基因组数据和生物信息学分析方法，快速鉴定耐药基因并预测耐药表型，为细菌耐

药状况监测提供了有力辅助手段。目前，已有的数十个耐药数据库及其相关分析工具这些资源为

细菌耐药基因的识别以及耐药表型的预测提供了数据信息和技术手段。随着细菌基因组数据的持

续增加以及耐药表型数据的不断积累，大数据和机器学习能够更好地建立耐药表型与基因组信息

之间的相关性，因此，构建高效的耐药表型预测模型成为研究热点。本文围绕细菌耐药基因的识

别和耐药表型的预测，针对耐药相关数据库、耐药特征识别理论与方法、耐药数据的机器学习与

表型预测等方面展开讨论，以期为细菌耐药的相关研究提供手段和思路。 
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Abstract: Using genomic data and bioinformatics methods has become an important approach 
to rapidly identify the genes and predict the phenotypes of bacterial antibiotic resistance. 
Dozens of antibiotic resistance databases have been established, providing information and 
auxiliary tools for the identification and prediction of bacterial antibiotic resistance. As the 
bacterial genome data and antibiotic resistance phenotype data are increasing, the correlation 
between them can be established via big data and machine learning. Therefore, establishing 
efficient models predicting antibiotic resistance phenotypes has become a research hot topic. 
Focusing on the gene identification and phenotype prediction of bacterial antibiotic resistance, 
this review discusses the related databases, the theories and methods, the machine learning 
algorithms, and the prediction models. In addition, we made an outlook on the future prospects 
in this field, aiming to provide new ideas for the related studies.  
Keywords: bacterial antibiotic resistance; antibiotic resistance database; bioinformatics; 
identification of antibiotic resistance genes; prediction of antibiotic resistance phenotypes 
 
 

抗生素是 20 世纪伟大的生物学发现之一，

在细菌感染的临床治疗和畜牧业的养殖过程中

都发挥着极其重要的作用。然而，由于抗生素的

大量使用和滥用及其在环境中长时间的大量残

留[1-2]，使得细菌产生耐药性，并且耐药性不断

增强，甚至在世界范围内广泛传播。耐药细菌和

耐药基因成为一种新的污染物，给全球的公共卫

生、人类健康和环境生态都带来了巨大威胁。 
细菌耐药特征的识别主要通过传统培养法

进行耐药表型的鉴定，并利用 PCR 等分子生物

学手段进行耐药基因的筛查，虽然有很高准确

率，但工作量较大。近年来，细菌基因组学技术

高速发展，基因组数据的大量积累为细菌耐药特

征的识别提供了丰富的信息储备。在生物信息学

技术的辅助下，大数据可适用于发现新的耐药基 

因和耐药机制，也可适用于监测和追踪耐药基因

及耐药菌的分布特征和传播规律。本文针对目前

主要的耐药基因数据库、耐药特征识别理论和耐

药表型预测方法等方面进行分析和介绍，以期为

细菌耐药的相关研究提供新思路。 

1  细菌耐药基因的生物信息学

分析 
采用传统分子生物学方法检测细菌耐药基

因时，常常会花费较多的时间，且不能达到耐药

基因的全检测，更不能实现耐药基因亚型的直接

判读。目前测序的成本越来越低，与细菌耐药相

关的数据库也越来越多[3]。国内外大量的研究表
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明[4]，利用生物信息学算法对基因组进行分析能

快速预测耐药基因，可以作为现有常用方法的辅

助和补充，减少人力与时间成本以及资源的耗费。 

1.1  用于耐药基因筛查与预测的公共数据库 
目前收录细菌耐药基因及其相关信息的公

共数据库已有数十个，这些数据库提供了大量细

菌基因组数据及耐药表型等相关信息，支持进一

步的细菌耐药基因筛查与预测。这些数据库大致

可分为 4 类： (1) 大型生物学数据库，包括

National Center for Biotechnology Information 
(NCBI)[5] 、 universal protein (Uniprot)[6] 和 the 
Pathosystems Resource Integration Center 
(PATRIC)[7]等，这些数据库不仅收录了与耐药基

因相关的信息，还包含大量其他的相关特征信息

与数据，因此在实际使用时需要事先进行数据的

筛选、整理和去冗余；(2) 通用型耐药数据库，

即专门针对耐药基因建立的数据库，既包含较为

全面的耐药基因序列，还归纳和注释了耐药基因

的表达产物及对应表型等；(3) 特异型耐药数据

库，即专注于某一特定抗生素、特定细菌种属或

者特殊耐药元件的数据库；(4) 综合型抗性数据

库，即同时收集了耐药基因、抗金属离子或抗杀

菌剂等抗性基因的综合数据库，如包含抗生素、

金属离子和杀菌剂的抗性基因的 MEGARes 数

据库[8]，对研究多抗性间的协同与交叉作用及其

调控具有重要意义。在生物信息学分析中，综合

使用这些数据库有助于全面识别细菌的耐药基

因。下面重点介绍通用型耐药数据库和特异型耐

药数据库的主要特点与应用(表 1)。 
1.1.1  通用型耐药数据库 

马里兰大学生物信息学与计算生物中心于

2009 年发布了抗生素耐药基因数据库(antibiotic 
resistance genes database, ARDB)[9]，该数据库全

面整理了当时的耐药基因信息，共筛选收录了

4 545 条耐药基因序列以及有文献支撑的序列描

述信息。在 ARDB 的基础之上，McArthur 等[10]

对序列信息进行了更新，建立了一个基于耐药数

据 共 享 的 抗 生 素 耐 药 性 综 合 数 据 库

(comprehensive antibiotic resistance database, 
CARD)。CARD 以耐药本体论(antibiotic resistance 
ontology, ARO)[10]为依据，关联抗生素、靶信息、

耐药机制和基因位点变异等信息，不仅可以检索

目标菌株中已确定的耐药基因，还可以通过抗性

基因识别器(resistance gene identifier, RGI)预测

潜在的耐药基因。 
Dantas 实验室于 2014 年搭建了 Resfams 数

据库[11]，该数据库的核心是基于蛋白家族和隐马

尔可夫模型(hidden Markov model, HMMs)进行

耐药基因的预测。类似的还有功能性抗生素耐药

性宏基因组元件(functional antibiotic resistance 
metagenomic element, FARME)数据库[12]，后者

包含 24 530 个不重叠的 HMMs。与 ARDB、

CARD 数据库相比，Resfams 和 FARME 能够预

测更多的未知耐药基因，能够更好地分析不可培

养细菌中的耐药基因情况，以及耐药基因在环境

菌株与临床培养株间的关联[3]。 
此外，还有一些通用型耐药数据库是对其他

数据库的数据进行了整合与去冗余处理。如

ARG-ANNOT 数据库[13]，该数据库对前文提到

的大型生物数据库进行整理后得到 1 689个耐药

基因，基于此来预测细菌基因组中已知与潜在的

耐药基因，并识别由基因突变产生的耐药；

DeepARG 数据库[14]整合了 CARD、ARDB 和

Uniprot 数据库中的耐药基因信息，包含了基于

机器学习算法的耐药基因分类鉴定工具，能够从

宏基因组中鉴定耐药基因；SARG 数据库[15]整

合了 ARDB、CARD 和 NCBI 数据库，主要用于

鉴定并定量分析宏基因组中的耐药基因。这些

通用型耐药数据库给耐药基因的快速识别提供

了很好的平台，其中数据更新的程度与规范性成

为制约数据库使用效力的重要因素之一。CARD 
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表 1  常用的细菌耐药相关数据库 
Table 1  Commonly used databases related to drug resistant bacteria 
Name Features Applications Name Features Applications 
ARDB (1) Contained 4 545 

drug-resistant genes and 
their descriptive 
information 
(2) The data are no 
longer updated 

Used for identifying 
drug resistance genes 

ARGO Only contained β- 
lactamases and 
vancomycins related 
resistance genes  

Used for the 
prediction of 
resistance related 
genes for specific 
types of antibiotics 

CARD (1) Contained all 
resistance genes in the 
ARDB database and 
resistance gene 
prediction tools 
(2) Data updated every 
month 

Used for predicting 
drug resistance genes; 
The most popular tool 
for identifying and 
predicting drug 
resistance genes 

Lahey/BLDB Only contained β- 
lactamases related 
resistance genes 

Resfams (1) Based on protein 
families and hidden 
Markov models 
(HMMs) 
(2) Contained 166 
HMMs 

Used for identifying 
resistance genes and 
predicting unknown 
resistance genes; 
Analyzing the situation 
of drug-resistant genes 
in non-culturable 
bacteria and unknown 
environments 

TBDReaMDB Contained 946 specific 
mutation sites related to 
seven different 
antibiotics of 
Mycobacterium 
tuberculosis 

Used for the 
prediction of drug 
resistance related 
genes in 
Mycobacterium 
tuberculosis 

FARME (1) Based on HMMs 
(2) Contained 24 530 
non-overlapping 
HMMs 

MUBⅡ-TB-DB Contained the mutation 
information of seven 
genes with important 
therapeutic value for 
Mycobacterium 
tuberculosis 

ARG-ANNOT (1) Integrated and 
removed redundancy of 
large-scale biological 
databases 
(2) Contains 1 689 drug 
resistance genes 

Used for predicting 
known and potential 
drug resistance genes; 
Identifying drug 
resistance caused by 
genetic mutations 

u-CARE Contained 107 drug 
resistance genes and 
corresponding 52 
antibiotics information 
for Escherichia coli 

Used for the 
prediction of 
resistance related 
genes in Escherichia 
coli 

DeepARG (1) Integrated CARD, 
ARDB, and Uniprot 
databases 
(2) Included a tool for 
classifying and 
identifying drug 
resistance genes based 
on machine learning 
algorithms 

Used for identifying 
drug resistance genes 
from metagenomes 

ResFinder (1) Contained mutation 
information of 11 
strains/species 
(2) Suitable for various 
high-throughput 
sequencing raw data 

Used for identifying 
acquired drug 
resistance genes and 
their subtypes; Used 
for research on a 
large number of 
environmental 
samples, the most 
citations database 

SARG Integrated ARDB, 
CARD, and NCBI 
databases 

Used to identifying and 
quantitatively analyzing 
drug resistance genes in 
metagenomes 

PointFinder Contained mutation 
information of inherent 
resistance genes on 
chromosomes 

Used for identifying 
mutations in 
inherent resistance 
genes on 
chromosomes 
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数据库是目前耐药基因研究中最常用的工具，其

数据更新较为频繁，每个月更新一次，保证了数

据的时效性。然而，一些数据库(如 ARDB、

ARG-ANNOT 等)存在数据不更新或者更新信息

不明确等问题，直接限制了这些数据库的使用。 
1.1.2  特异型耐药数据库 

特异型耐药数据库具有针对性强的特点，在

研究特定抗生素、特定细菌以及特殊耐药元件

(或突变信息)的耐药特征方面发挥着重要作用。  
抗生素耐药基因在线 (antibiotic resistance 

genes online, ARGO)数据库[16]是典型的针对特

定类型抗生素的数据库，也是最早建立的关于耐

药基因的数据库，它只包含 β-内酰胺酶和万古

霉素这两类抗生素的耐药基因。针对 β-内酰胺

类抗生素的数据库还有 Lahey β-内酰胺酶列表

(Lahey list of β-lactamases, Lahey)数据库[17]和 β-
内酰胺酶数据库(β-lactamase database, BLDB)[18]。 

针对特定菌株也有相应的耐药数据库，如针

对 结 核 分 枝 杆 菌 的 TBDReaMDB[19] 和

MUBⅡ-TB-DB 数据库[20]。前者收录了该菌中与

耐药相关的基因突变信息，包含针对 7 种不同抗

生素的共 946 个特异突变位点；后者收录了对结

核病具有重要治疗价值的 7 个基因的突变信息。

针对大肠埃希菌的耐药数据库 u-CARE[21]，包括

107 个耐药基因及其对应的 52 种抗生素。 
由 Zankari 等[22]建立的 ResFinder 数据库关

注获得性耐药基因及其亚型之间的区别，是针对

特殊耐药元件的数据库。该科研团队后续还建立

了 PointFinder 数据库[23]，侧重于染色体上固有

基因突变导致耐药变化的信息收集。目前

ResFinder 已收录了 11 个菌株/物种的突变信息，

这些突变信息的识别，有助于揭示耐药突变的发

生与演变过程，对抗生素的开发也具有重要意

义。ResFinder 数据库是目前引用次数最多的数

据库，无论是基因组数据还是未经处理的原始测

序数据都能作为该数据库的输入数据，这样更适

合大量环境样本的研究。 
由于特异型数据库能够满足一线工作者有

针对性的需求，这种类型的耐药数据库有明显的

增多趋势。在畜牧业和农业生产领域广泛使用的

抗生素(如四环素、磺胺类、氟喹诺酮、大环内

酯类和氨基糖苷类)，重要的人畜共患细菌(如肺

炎链球菌和金黄色葡萄球菌)以及重要的工程生

产用菌(如乳酸杆菌)都可能成为特异型耐药数

据库开发的热点。除了获得性耐药元件和染色体

固有耐药突变外，有些耐药基因的诱导表达还受

到调控蛋白控制(如调控 AmpC 的 AmpR 等)，这
些调控基因的存在与否同样对细菌耐药性的形

成至关重要，目前尚无数据库针对性地收录这些

耐药基因的调控蛋白，这也是建立特异型耐药数

据库的一个方向。 

1.2  耐药基因识别的理论与方法 
耐药基因识别的理论主要分为耐药本体论

和泛耐药基因组两大类。(1) 耐药本体论[10]是在

本体论(ontology)基础上发展起来的。本体论是

探究世界本源的哲学理论，将其应用于生物信息

学中形成了序列本体论(sequence ontology)，为

了防止语义上的冗余或混淆，需要通过规范的、

统一的词汇表来详细地描述对象。ARO 就是通

过建立相似的词汇表来描述耐药信息，如可移动

遗传元件获取外源基因等。耐药本体论的建立能

够更全面地从基因组信息中识别耐药基因，并对

其相应的抗生素、耐药机理等信息进行后续研

究。目前使用最广泛的 CARD 数据库就是通过

这一理论来实现耐药基因的快速识别。(2) 泛耐

药基因组 [24-25] (pan-resistome) 是在泛基因组

(pan-genome)基础上延伸出来的。提出泛基因组

概念的目的是探究完全描述一个物种所需要的基

因集合的大小[26]，分为核心基因组(core genome)
和附属基因组(accessory genome)[27]。对于同一物
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种来说，核心基因组中的基因差异体现在单核苷

酸多态性(single nucleotide polymorphisms, SNPs)
上，表明了菌株间的亲缘关系，SNPs 一致性高

表明亲缘关系较近。附属基因组中基因的获得方

式可通过进化过程中某些基因的获得或缺失后

形成在部分群体内的稳定遗传，还可以通过可移

动遗传元件获取外源基因[4]。类似地，泛耐药基

因组(pan-resistome)将所有菌株共有的耐药基因

划分为核心耐药基因组(core resistome)，其余的

则 划 分 为 附 属 耐 药 基 因 组 (accessory 
resistome)[4]，两者的耐药机理存在本质区别，需

要分别进行研究。He 等[24]正是基于泛耐药基因

组的概念，建立了细菌泛耐药基因组分析软件

(pan-resistome analysis pipeline, PRAP)，可用于

耐药基因的快速筛查和批量基因组的特征分析。

此外，接合质粒和整合性接合元件等可移动元件

通常携带多个获得性耐药基因，是附属耐药基因

组的重要组成部分，也是分析耐药区结构变异的

关键。Wang 等最新开发了细菌耐药移动元件一

键式分析新软件 VRprofile2[28]，可用于细菌病原

体中与抗生素耐药性相关的可移动元件并阐明依

托可移动元件转移的多重耐药区的形成机制，为

揭示“菌型-质粒-耐药基因”的关联性提供新思路。 
目前，耐药基因识别的模型和方法主要有三

大类：(1) 基于序列相似度，如局部比对算法的

搜索工具 BLAST，在 BacMet、ResFinder 和

ARG-ANNOT 等多个数据库中都使用了基于序

列相似度比对的基因功能预测工具，然而，当待

检基因与参考基因间的进化距离较远时，两者的

序列相似度往往较低，BLAST 方法就会失效。

(2) 基于保守序列或保守结构域，如 HMMs，在

MEGARes、CARD、Resfams 和 ARGs-OAP 2.0
等数据库中增加了 HMMs 预测模型，由于充分

考虑了不同保守度的氨基酸在相应位置的权重，

实现了对进化距离较远蛋白质相关性的敏感检

测，因此 HMMs 可用于预测未知的新耐药基因

和与已知耐药基因亲缘关系较远的基因[11-12]，这

一特征可应用于未知环境样本中耐药基因的筛

选。(3) 基于机器学习，DeepARG 是一种基于

深度学习的耐药基因预测方法[12]，它不依赖于

预定方程模型，直接从数据中“学习”信息的机器

学习过程，其中 DeepARG-SS 和 DeepARG-LS
分别是针对短序列和全基因长度的深度学习模

型。这种深度学习模型可预测很多传统方法未获

得的耐药基因，更重要的是除了单个基因组样本

还可以用于宏基因组的分析，更适合于在各种未

知环境样本和宏基因组样本中预测出更多的耐

药基因。 

2  细菌耐药表型的生物信息学

预测 
虽然上述耐药数据库及其相关软件可以用

于细菌耐药基因的快速识别，但是菌株的耐药表

型与已知的耐药基因并不是完全对应的关系，因

此仍需对耐药表型进行测定，传统培养方法是目

前测定耐药表型或最低抑菌浓度 (minimum 

inhibitory concentration, MIC)的常规方法。随着

各种类型数据库中细菌基因组数目的不断增加，

以及耐药表型数据的大量积累，利用大数据和机

器学习建立耐药表型或 MIC 值与基因组中耐药

基因或元件序列信息之间的相关性已成为可能。近

年来，基于全基因组测序信息预测细菌的耐药表型

或 MIC 值，已经在金黄色葡萄球菌(Staphylococcus 

aureus)[29-30]、大肠埃希菌(Escherichia coli)[31-32]、

肺炎克雷伯菌(Klebsiella pneumoniae)[33]、淋病奈

瑟 菌 (Neisseria gonorrhoeae)[34] 和 沙 门 氏 菌

(Salmonella)[35]等致病菌中得到了证实。下文将

对已报道的预测模型进行分类剖析，从而推测细

菌耐药表型预测的可行性和新方向。 
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2.1  预测的目标与方法 
根据预测目标的不同可分为两类：(1) 建立

的模型只区分耐药(resistant)和敏感(susceptible)
两种表型，即二分类训练。如 Her 等 [31]在对

Escherichia coli 进行耐药和敏感二分类预测时，

分别采用朴素贝叶斯(naive Bayes model)、随机

森林(random forest)、支持向量机(support vector 
machine)等算法建立模型，结合遗传算法优化模

型，用模型接受者操作特征曲线下面积 (area 
under the receiver operating characteristic curve, 
AUROC)衡量预测准确性，此研究的 AUROC 能

达到 0.97 (即预测准确度达到 97%)。(2) 建立的

模型能精确到具体的 MIC 值，通常是通过回归

(regression)算法建立基因组信息与 MIC 值(或
MIC 值的对数值)之间的具体模型。如 Nguyen
等[33]利用 1 668 株 Klebsiella pneumoniae 的基因

组序列及其 20 种抗生素药敏实验结果，建立了

从全基因组测序数据直接预测 MIC 值的模型，

在 2 倍稀释浓度±1 范围评估方法下，15 种抗生

素的预测准确率能达到 90%以上，平均准确率

能达到 92%。 
根据预测方法的不同也可分基于序列相似

度和基于机器学习两类。(1) 基于序列相似度的

表型预测，即利用序列比对软件(如 BLAST)从
全基因组序列中筛查与已知耐药基因同源的序

列，再根据这些基因的已知功能推测对应的耐药

性。如 Gordon 等[29]依托 NCBI 等数据库中与金

黄色葡萄球菌耐药相关的文献和序列，建立了耐

药基因及其突变与耐药表型间的关系目录；再以

501 株金黄色葡萄球菌的全基因组序列为测试

对象，利用 BLAST 从基因组中查找与耐药目录

中相符合的位点，它们被定义为耐药决定性位

点，通过与耐药表型的比较发现，这些耐药决定

位点对 12 种不同抗生素预测的灵敏度和特异度

分别达到 97%和 99%。(2) 基于机器学习的表型

预测，即不参考已知功能基因，基于统计分析建

立从基因组序列预测耐药表型或 MIC 值的模

型。如 Moradigaravand 等[32]利用 1 936 株大肠埃

希菌，建立了针对 11 种抗生素的耐药表型预测

模型，效果最佳的梯度提升树(gradient boosting 
decision tree)模型的平均准确率达到 91%。同样

地，Nguyen 等[35]基于 5 278 株非伤寒沙门氏菌，

利用极端梯度提升算法，建立了针对 15 种抗生

素 MIC 值的预测模型，平均准确率达到 95%。 

2.2  预测的机器学习与算法 
机器学习是一种拟人化的定义，指让计算机

像人一样进行模拟学习，在现有的实例(或者用

于训练的数据)中学到规律与经验，并在完成新

任务上表现出优秀的性能[36]。在耐药表型预测

中，通常所说的学习任务指的是“根据基因组数

据得出耐药表型和/或 MIC 值”，其中“大量的细

菌基因组”是用于学习的原始数据，“对应的耐

药表型和/或 MIC 值”是数据标签，如何“将基

因组转化为预测因子矩阵”是对原始数据(或元

数据)的处理与高维特征的提取，最后用核心算

法实现“将高维特征与标签联系起来并记忆”
的过程[4]。 

对基因组序列等元数据进行前处理是运用

机器学习的方法进行表型预测的重要步骤。根据

基因组及耐药特征的提取方法不同，元数据的前

处理分为 k-mer 和泛基因组两类。(1) k-mer 方

法，即对输入的每一条序列进行片段化处理和统

计。具体步骤是以 1 个碱基为步长，依次截取   
k 个碱基长度的序列片段放入训练集中，在训练

集中统计所有菌株中出现的 k-mer 片段，基于一

定的顺序存放于数据库中；再单独统计每个基因

组中每个片段出现的次数，将此数值按与 k-mer
片段一致的顺序储存在一维向量中，这就形成了

每个基因组的序列特征信息。由于原始 reads 或

组装好的基因组序列都可以将作为 k-mer 方法
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的输入文件，并且这些输入数据不区分基因组中

的编码区和非编码区，大大减少对原始序列的预

处理过程，这 k-mer 方法用于数据前处理的一个

优势。此外，k-mer 方法不需要提前验证菌株包

含的耐药基因和表型特征，可以很大程度上避免

因为先验知识有错误造成的预测不准。然而，

k-mer 间存在大量的重叠序列，这些冗余信息导

致整体矩阵增大，当处理较多基因组时需要消耗

更多的计算资源，这是此方法一个很大的不足。

如 Nguyen 等[33,35]使用 k-mer 方法分别构建非伤

寒沙门氏菌和肺炎克雷伯菌的耐药预测模型，当

菌株数目增加到 4 500 株时，占用的内存就已经

超过了其服务器 1.5 TB 的上限。因此，随着逐

渐增多的菌株全基因组测序数据及其耐药信息，

这种方法可能将变得不适用。(2) 泛基因组方

法，即对基因组信息的压缩与分类过程，具体来

说是将基因组序列分为核心耐药基因的 SNP 位

点和附属耐药基因的有无，再对其分别进行编

码，构成预测因子矩阵，从而减少了基因组信息

占用的内存[4]，这种预处理方法已经在多种细菌

中得到应用，包括结核分枝杆菌、肠杆菌(即肺

炎克雷伯菌、大肠埃希菌和沙门氏菌)、非发酵

菌、金黄色葡萄球菌、淋病奈瑟菌和肺炎链球菌。

此外，Her 等[31]发现采用 CARD 注释的附属耐

药 基 因 能 达 到 较 好 的 预 测 效 果 。 尽 管

Moradigaravand 等[32]将种群结构、分离时间等其

他信息也加入了泛基因组预测的矩阵中，但附属

耐药基因组是对最终的预测结果起关键作用的

因素。 
根据机器学习的理论不同，可以分为监督学

习 (supervised learning) 、 无 监 督 学 习

(unsupervised learning)、强化学习(reinforcement 
learning)和迁移学习(transfer learning)等。其中，

目前最常用的方法是监督学习，即利用有标记的

训练数据对模型的参数进行调整[37]。在生物信

息学中，监督学习最常见的两类任务是“分类”
和“回归”，其区别在于“分类”的标签是有限的

离散变量，如在预测耐药表型时，标签是“耐药” 
“敏感”或“中介” 3 个离散变量；而“回归”的标签

是连续变量，如预测 MIC 值时，标签是连续变

化的浓度值，如 2.0、2.1、2.2 mg/L 等。根据核

心算法的原理和适用条件不同可分为广义线性

模型、决策树和神经网络三类。(1) 广义线性模

型(generalized linear models)，是常见的监督学习

算法。以支持向量机算法为例，它既可以处理线

性可分的二元分类，还能借助径向基函数(radial 
basis function)等非线性的核函数处理非线性划

分边界问题。(2) 决策树(decision tree)，通过在

每个节点上设置判断条件将数据进行划分，并增

加节点处信息纯度，通过多个节点和叶子构造一

棵决策树，再通过多个决策树完成决策的集成方

法，包括 Bagging[38] ( 如随机森林算法 ) 和
Boosting[39] (如梯度提升树)这 2 种常用集成方

法。现有的研究表明，梯度提升树算法无论在耐

药表型还是 MIC 值的预测中均表现最佳[32,35]。

(3) 神经网络，是逐渐兴起的一种监督学习方

法，被称作深度学习[40]，即通过模仿神经元结

构及电信号传输的方法，来不断调整神经网络层

中的参数。DeepARG[14]就是通过深度学习方法

建立起来的预测软件，目前已经用于单个基因组

样本和宏基因组的分析，可预测很多传统方法未

获得的耐药基因，虽然这类方法还未正式进入耐

药表型的预测，但是可以预见这类深度学习的方

法将成为耐药表型预测的研究热点和发展趋势。 

3  展望 
近年来，基于基因组学数据的各种耐药数据

库和耐药特征分析软件正在逐步开发，但不同数

据库在基因序列的收集方式以及相关信息的注

释等方面存在差异或者缺失，特别是获得性耐药
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基因的亚型、固有耐药基因突变位点和耐药基因

的调控蛋白的收录信息还不全面，完善数据质量

和更新重要信息是数据库维护进而提高其使用

效力的重要工作。大多数耐药数据库配套的软件

仅限于对耐药基因的快速鉴定，并未涉及对鉴定

结果的后续分析，当输入的基因组数量较多时仍

需用户自己对输出的文本文件进行解读。因此，

依托和整合这些耐药数据库，构建快速的细菌耐

药特征识别和可视化分析软件也是未来的重要

发展方向之一。为了更好地满足科研和临床的迫

切需要，也亟需更多针对性较强的药物特异型和

菌株特异型数据库的出现。目前数据库收录的基

因组精细完成图越来越多，可以对耐药基因的上

下游环境、可移动元件(质粒、转座子和基因组

岛等)、调控蛋白进行统计分析和比对，挖掘出

更多的耐药相关信息。可移动元件是耐药基因水

平转移的重要载体，耐药基因并不总在可移动元

件的内部，并且同一类耐药基因可能借助多种不

同的可移动元件进行传播，因此，将耐药基因和

可移动元件进行整合分析也将成为未来耐药数

据库发展的方向之一。 
目前许多研究已证实，基于机器学习可以从

不同的细菌全基因组来预测耐药表型或 MICs，
然而，这种方法得到的预测结果是否可以安全地

用于治疗决策仍存在争议，一个重要的原因是机

器学习的算法模型的理论水平或可靠性仍有尚

未解决的问题。如基因组信息的预处理方法会直

接影响计算资源的消耗；模型的参数可能会对细

菌基因型和表型之间的联系产生干扰；训练集数

据的平衡性和代表性也对最终结果产生影响等。

其中，基因组和耐药数据的质量和代表性是保证

耐药预测准确性的重要前提，目前公共数据库中

含耐药数据的基因组信息大多来源于北美和欧

洲，发展中国家的细菌基因组和耐药数据较少且

不规范，这就导致了数据的不平衡和代表性不

足。对现有的模型进行更新和完善，还需要考虑

不同地区或国家抗生素的使用情况。当数据存在

不平衡的情况时，仅使用准确率来评价模型也是

不全面的。此外，前人常使用±1 或±2 稀释因子

提高预测结果的可信度，但这些策略不能从根本

上解决预测准确度的问题，只是对现阶段的药敏

实验产生的数据误差的矫正。细菌的耐药特征不

仅受基因的控制，还可能与调控蛋白、细菌的代

谢过程相关，结合多组学数据建立模型能更加精

确地反映基因组信息及基因表达水平与MICs的
关系。综上所述，更精确的药敏实验测定结果、

更加平衡的数据分布，可以提升模型预测 MICs
的准确性，多组学数据联合分析也会成为未来耐

药特征识别与预测的焦点。  
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